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提升销售转化率

            ————基于数据模型的用户购买预测

摘要：
本实验基于在线购物者行为数据，旨在通过数据挖掘技术预测用户的购买意向，以优化企业营销策略并提升销售业绩。研究采用CRISP-DM方法论，依次完成商业理解、数据理解、数据准备、建模与评估等步骤。通过皮尔逊相关系数、决策树、随机森林、XGBoost等多种模型对比分析，发现随机森林模型表现最优，其AUC值达0.9357，F1分数为0.6921，能够有效平衡正负样本的分类性能。数据分析显示，用户页面价值（PageValues）、退出率（ExitRates）和管理页面访问次数（Administrative）是影响购买决策的关键因素。针对数据中的类别不平衡问题，研究采用SMOTE过采样方法提升模型对少数类的识别能力。最终，实验结果为电商企业提供了精准营销和页面优化的科学依据，例如针对高价值页面强化推荐、优化高退出率页面的设计等，从而提升转化率与用户体验。  

关键词：在线购物者意图、预测模型、随机森林、SMOTE、CRISP-DM
一、商业理解

背景

在数字经济浪潮的推动下，电子商务行业呈现出蓬勃发展的态势，但与此同时，激烈的竞争也使得获客成本不断攀升。据Statista数据显示，全球电商市场规模预计在2025年将突破7万亿美元，而消费者在购物过程中的选择愈发多样化，用户体验、转化率和营收增长成为企业生存与发展的关键。在此背景下，数据驱动的精细化运营策略，成为在线零售商脱颖而出的核心竞争力。
本数据集涵盖了在线购物者多维度的行为数据：从页面浏览行为来看，管理页面、信息页面和产品相关页面的访问次数与停留时间，反映着用户对不同板块的兴趣程度；用户交互指标中的跳出率、退出率和页面价值，直接关联用户的购物决策流程；访问特征里的月份、访客类型、是否周末访问等信息，有助于挖掘用户行为背后的时间规律与偏好差异；技术信息如操作系统、浏览器、地区、流量来源，则为精准营销和个性化服务提供了技术支持。这些数据犹如一座信息宝库，蕴含着解锁用户行为密码的关键线索，能够助力企业优化运营策略，提升商业价值。
商业目标

由于在线购物者的购买行为存在不确定性，可能导致企业营销资源的浪费和收入机会的流失，为了更精准地识别潜在的高价值客户并优化营销策略，我们需要对用户的购买意向进行预测。为了帮助公司更准确地判断用户的购买意愿，提高转化率并降低无效营销成本，本项目提供了一个预测模型，通过分析用户行为数据（如页面访问、停留时间、流量来源等），预测用户是否可能完成购买（Revenue）。该模型将助力企业优化广告投放、个性化推荐和促销策略，从而最大化营销效率并提升整体收入。

重要性

如何准确预测在线购物者的购买意向对企业至关重要，因为未能识别潜在客户可能导致营销资源的浪费和收入机会的流失。低效的营销策略不仅会增加获客成本，还会降低广告投放的精准度，影响整体销售转化率。此外，缺乏对用户行为的深入理解可能导致企业错失市场趋势，削弱竞争优势。

在线购物者的购买行为数据（如页面停留时间、访问路径、流量来源等）不仅直接影响企业的营销效率和收入增长，还能帮助企业优化用户体验、提升客户忠诚度，并制定更具针对性的商业策略。用户购买行为并非孤立的个体决策，而是由网站设计、促销活动、市场竞争等多方面因素共同作用的结果。企业必须深入分析这些数据，以精准预测用户行为，优化运营策略，从而在激烈的市场竞争中占据主动地位。

通过对用户购买意向的预测分析，企业可以更有效地分配营销预算，提高广告投放的精准度，减少无效支出，并增强客户留存率。同时，这一分析还能帮助企业识别高价值客户群体，制定个性化推荐策略，进一步提升转化率和客户满意度。因此，理解并利用在线购物者行为数据，对企业优化运营、降低成本、增强市场竞争力具有深远意义。

二、数据理解

（一）变量定义与角色划分

1.因变量界定（目标变量）

	变量名
	含义
	取值范围/示例

	Revenue
	表示用户是否完成购买
	True/False（布尔型）


2.自变量清单（解释变量）

（1）数值型自变量：

	变量名
	含义
	取值范围/示例

	Administrative
	用户访问的管理页面数量
	0~27

	Administrative_Duration
	用户访问管理页面的总时长（秒）
	0.0~3398.75

	Informational
	用户访问的信息类页面数量
	0~24

	Informational_Duration
	用户在信息类页面上花费的总时间（秒）
	0.0~2549.375

	ProductRelated
	用户访问的与产品相关的页面数量
	1~705

	ProductRelated_Duration
	用户在产品相关页面上花费的总时间（秒）
	0.0~63973.52223

	BounceRates
	页面跳出率
	0.0~0.2

	ExitRates
	页面退出率
	0.033333~0.2

	PageValues
	用户访问的页面对网站收入的贡献值
	0.0~361.7637419

	SpecialDay
	特殊日期（如节假日）的接近程度
	0.0~1

	OperatingSystems
	用户使用的操作系统类型
	1~8

	Browser
	用户使用的浏览器类型
	1~13

	Region
	用户所在的地域
	1~9

	TrafficType
	用户访问网站的流量来源
	1~20


（2）分类型自变量：

	变量名
	含义
	取值范围/示例

	Month
	访问发生的月份
	Nov, Mar, Dec, May, Feb,...

	VisitorType
	用户类型
	Returning_Visitor, New_Visitor, Other

	Weekend
	访问是否发生在周末
	True/False（布尔型）


（二）单变量特征分析

1.administrative管理页面访问
大部分用户访问管理页面次数较少（0-5次），呈现明显的右偏分布，少量用户访问次数较高（最高23次）。
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图2-1 管理页面访问分布图
2.administrative page duration 管理页面延迟
停留时间中位数约50秒，存在大量极端值（最高>3000秒），75%的用户停留时间在200秒以内。
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图2-2 管理页面延迟分布图
3.informational page visit信息页面访问次数
 约75%的用户未访问信息页面（值为0），访问次数集中在0-3次，最高访问次数为16次。
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图2-3 信息页面访问次数分布图
4.informational page duration 信息页面访问延迟
分布高度右偏，峰值接近0秒，说明大部分用户快速离开信息页面，少数用户停留较久（最长>1000秒）。 
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图2-4 信息页面延迟分布图
5.product related 与产品相关
访问次数集中在5-50次（中位数约18次），存在极端值（最高访问次数达374次）。
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图2-5 产品相关分布图
6.ProductRelated_Duration 产品相关延迟时间
中位数停留时间约600秒，75%用户停留时间在2000秒内，数据存在大量极端值（最长>14000秒）。
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图2-6 产品相关延迟时间分布图
7.pagevalues页面价值
约85%的页面价值为0（用户未产生价值），非零值呈指数分布，最高价值达360。
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图2-7 页面价值分布图
8.month 月份差异
11月（Nov）访问量最高（占40%+），2月（Feb）和4月（Apr）数据缺失，12月（Dec）和3月（Mar）次之。

[image: image8.png]isks por Month





图2-8 月份差异分布图

9.bounce rate用户浏览页面后退出
  大部分数据集中在 0 - 0.025 区间，说明多数情况下，用户浏览单页后直接离开的比例极低，店铺基础页面（如首页、商品详情页）对用户的 “留人能力” 整体较好，能引导用户继续浏览更多内容。右侧有少量数据分布（如 0.2 附近），说明存在部分极端情况，特定页面或场景下，用户跳出率显著偏高，需重点排查。    
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图2- 浏览器分布图
10.exit rate 退出率
退出率在 0.01 - 0.03 区间 形成明显峰值，说明大量用户在这一退出率水平离场，右侧（如 0.2 附近 ）存在小范围高频次分布，代表存在极端高退出率的情况，是运营漏洞的潜在体现；同时低退出率（趋近 0 ）也有数据，说明部分页面 / 流程对用户留存极佳，可挖掘经验复用。
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图2-10 退出率分布图
11.special day 特殊日子变化
绝大多数数据（超 10000 频次 ）集中在 “Special Day Value = 0.0” 区间，说明电商业务中，非特殊日的交易 / 访问占绝对主导
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图2-11 特殊日子变化分布图
12.operating system 运营系统
操作系统 “2” 占绝对主导（频次超 6000 ），其次是 “1”“3”（频次 2000 - 3000 ），其余系统（4 - 8 ）占比极低（甚至趋近于 0 ）。大部分用户集中在少数主流系统，小众系统的用户覆盖极少。
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图2-12 运营系统分布图
13.region 地区差异
地区 “1” 占绝对主导（频次近 5000 ），其次是 “3”“2”“4”（频次 1000 - 2500 ），其余地区（5 - 9 ）占比极低（甚至不足 1000 ）。
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图2-13 地区差异分布图
14.traffic type 流量类型分布
前 3 - 5 种流量类型（如 ID 为 1、2、3 ）占绝对主导（频次超 2000 ），其余流量类型（尤其是 ID 靠后的 ）占比极低（甚至不足 500 ）。大部分流量集中在少数类型，其他流量类型覆盖极少
                             [image: image14.png]



图2-14 流量类型分布图
15.Visitor Type Distribution顾客类型
回头客占比最大，频次超10000，新顾客次之，其他最少。
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图2-15 顾客类型分布图
16.revenue 收入
在电商角度，84.5%没有实现收入 只有15.5%实现了收入 需要用更多策略促进销售量[image: image16.png]



图2-16 收入分布图
17.browser 浏览器

图表显示，浏览器分布频率差异显著，数值为2的浏览器频率极高，超过 8000，占据主导地位；其他数值的浏览器频率较低，多在 1000 及以下，分布相对分散。
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图2-17 浏览器分布图
18.Informational_Duration 信息持续时间

图表表明，信息时长的分布呈现出明显的偏态特征，在时长接近0处频率极高，超过10000，占据主导；随着时长增加，频率迅速下降，在500之后频率趋近于0，显示大多数信息时长集中在极短的范围内。
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图2-18 信息持续时间分布图

（三）全变量相关性分析

1.数值型变量相关系数矩阵
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图2-20 数值特征相关矩阵图

由这张数值特征相关矩阵图可知，ProductRelated与ProductRelated_Duration（0.86）、BounceRates与ExitRates（0.91）呈现高度正相关，意味着产品相关浏览时长与产品相关程度紧密相连，跳出率和退出率也密切相关。Administrative与Administrative_Duration（0.60）等有多组特征间存在中度或低度正相关，表明相关业务活动与其持续时长存在关联。多数特征间相关性在-0.2到0.2之间，显示这些特征彼此影响较小，相对独立。
2.散点图矩阵
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图2-20 散点图矩阵

各特征数据分布呈现出明显的长尾特征，如 Administrative_Duration、ProductRelated_Duration 等在低数值区间数据点密集，高数值区间稀疏，表明多数情况下这些活动时长较短。
3.相关性系数柱形图
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图2-21相关性系数矩阵图

由图可知，PageValues与收入相关性最强，系数近0.5；ProductRelated、ProductRelated_Duration、Administrative等特征与收入也有一定正相关，但系数递减；相比之下，Weekend和Browser与收入相关性较弱

4.按访客类型（回头客与其他）划分的收入柱状图

[image: image22.png]Count

Revenue by Visitor Type (Returning vs Others)

8000

6000

4000

2000

False

True
Is Returning Visitor (0=No, 1=Yes)

Revenue
= No
. Yes





图2-22 按访客类型（回头客与其他）划分的收入柱状图

图表显示，标记为 “True”（回头客）的蓝色柱状条（收入为 “No”）计数远高于 “False”（非回头客）的蓝色柱状条；标记为 “True” 的橙色柱状条（收入为 “Yes”）计数也高于 “False” 的橙色柱状条。整体来看，回头客带来的收入计数显著高于非回头客。

5.工作日周末收入情况柱状图
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图2-23 对比工作日和周末的收入情况的柱状图

数据显示，工作日（0）时，蓝色柱的数量远高于橙色柱；周末（1）时，两类柱的数量均减少，且蓝色柱数量仍高于橙色柱。整体来看，工作日的收入数量普遍高于周末。

6.按收入状态划分的退出率分布

.[image: image24.png]Exit Rates

©
=
o

0.05

0.00

Exit Rates Distribution by Revenue Status

Revenue (0=No, 1=Yes)




图2-24 按收入状态划分的退出率分布

图表显示，0 状态下退出率分布较窄且集中在一定范围内；1 状态下分布更宽，离散程度高，说明有收入时退出率波动大。
三、数据准备

（一）数据导入与基础检查

1.缺失值检测
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图3.1 缺失值统计情况      

所有字段缺失值均为 0 ，数据集无缺失值。

2.数据基本信息
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图3.2 数据基本信息
了解数据规模、字段情况、类型分布等数据基本信息。

3.目标变量类别分布
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图3.3 因变量类别分布

因变量Revenue中False占比约 84.53% ，True占比约 15.47% ，数据存在类别不平衡。

（二）异常值处理与特征标记

1.缩尾处理

对数值型变量执行1% 缩尾处理（Winsorization），通过限制变量分布两端各 1% 的极端值，将其替换为临近分位数的数值，有效降低极端异常值对整体分布的干扰，使数据更贴合常规统计假设。
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图3.4 可视化验证——用箱线图对比处理前后数值型特征分布

2.异常值标记

基于Z - 分数（3σ 原则）识别异常值：计算数值型变量的标准化 Z - 分数，将绝对值 ≥ 3 的观测标记为异常值，并生成对应 _is_outlier 标记列，用于后续分析中区分正常数据与极端异常样本。

（三）分类变量编码

采用独热编码（OneHotEncode）方法对分类变量进行编码转换。由于分类变量包含多个离散类别，编码后会将每个类别转化为独立的二进制特征列，使得原本 18 列的数据集扩展至 43 列 。编码完成后，通过调用查看数据集行列维度和 查看特征列名称进行验证，确认独热编码生成的新特征列已完整融入数据集，为后续建模提供适配的特征形式。

（四）数值特征标准化
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图3.5 标准化后部分数值特征统计描述概览表
（五）训练集与测试集拆分

借助 train_test_split 函数，按照 8:2 的比例将预处理后的数据划分为训练集与测试集。为确保训练集和测试集中目标变量（Revenue）的类别分布与原始数据集保持一致，设置 stratify=y（其中 y 为目标变量 ），避免因随机拆分导致类别分布偏差，影响后续模型训练与评估的客观性。

（六）类别不平衡处理（SMOTE 过采样）
由于数据集中目标变量存在类别不平衡问题（Revenue 中 True和False样本占比悬殊），对拆分得到的训练集，采用 SMOTE进行过采样处理。通过在少数类样本之间生成合成样本，平衡训练集中各类别的样本分布，为后续构建分类模型提供更均衡、更具代表性的数据基础，有助于提升模型对少数类的识别能力。

           [image: image30.png][RIGEIESR v MRS 7!

Revenue
False 0.845255
True 0.154745

Name: proportion, dtype: float64

&S y_train M251H7%:

Revenue
False 0.845296
True 0.154704

Name: proportion, dtype: float64

MitsE y_test HFIH%:

Revenue
False 0.845093
True 0.154907

Name: proportion, dtype: float64

SMOTE AMEBEiI%E y_train_smote HUEFIHDH:

Revenue
False 0.5
True 0.5

Name: proportion, dtype: float64
SMOTE AMERTIIZRERIR: X_train (9864, 42), y_train (9864,)
SMOTE AMEBEIIZRERIR: X_train_smote (16676, 42), y_train_smote (16676,)




图3.5 Revenue 类别分布：原始、拆分及 SMOTE 处理对比

四、数据建模

模型选择与方法

实验选取决策树、随机森林、KNN、SVM、XGBoost、逻辑回归、LightGBM 共 7 类模型，均以 ROC - AUC 作为核心评估指标（反映模型区分正负样本的能力），通过 GridSearchCV 实现网格搜索与 5 折交叉验证（部分模型因计算成本调整为 3 折），在过采样后的训练集上进行参数寻优与模型训练，流程统一为：

五、模型评估

（一）多分类模型指标对
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图5.1 各分类模型混淆矩阵可视化对比图
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图5.2 各分类模型 ROC 对比可视化
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图5.3 各分类模型核心性能指标对比

由图可知，随机森林（Random Forest）展现出碾压性优势，是表现最佳的分类模型，具体体现在：

1.区分正负样本能力最强：其 ROC 曲线最贴近左上角，AUC 值高达 0.9357 ，显著优于其他模型（如 XGBoost 为 0.9327 、LightGBM 为 0.9318 ），意味着在区分 “正类” 和 “负类” 样本时，随机森林的效果最为出色。

2.分类结果均衡性最优：准确率（0.8986）与 XGBoost 并列第一，同时F1 Score 达到 0.6921，为所有模型中最高 ，说明随机森林在平衡 “精准预测正类” 和 “捕捉真实正类” 方面，做到了最优的权衡，对正负类样本的分类性能最为均衡。

（二）加入经异常值数据训练的随机森林模型与未加异常值数据训练的随机森林模型效果比较
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     图5.3 正负类分类指标（有无异常值）对比
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图5.4 模型整体性能指标（有无异常值）对比
在网络购物消费者购买预测场景中，无异常值模型综合表现更优。
其对 “购买” 正类召回率与 F1 - score 更高，能少漏报真实购买用户，抓住高意向客群；对 “不购买” 负类精准度佳，可减营销浪费。虽加异常值模型在负类召回等有局部优势，但无异常值模型更平衡 “抓购买、避打扰” 需求，适配通用预测场景 。

（三）随机森林模型关键预测变量挖掘——基于特征重要性分析
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图5.5 随机森林模型 Top15 关键预测变量重要性分布

1.核心发现

由图可见，PageValues 以显著优势成为最关键预测变量，其次是 ExitRates、Administrative 等特征。这清晰验证了 “用户浏览深度（如 PageValues 反映的页面价值）、页面留存力（如 ExitRates 体现的用户留存表现 ）” 对购买转化的核心驱动作用，揭示了用户与页面交互质量在购买决策预测中的关键地位。

2.业务应用建议

（1）营销优化：

针对PageValues 高的页面，强化个性化商品推荐、限时促销弹窗等信息露出，利用高价值浏览场景推动转化；

聚焦ExitRates 低（用户易流失）的页面，通过优化内容排版（如简化购买路径、突出核心卖点 ）、增强交互设计（如添加互动弹窗、关联推荐 ），降低用户流失率，提升留存转化。

（2）特征工程：

模型迭代时，优先保留 Top15 关键特征（如 PageValues、ExitRates 等 ）构建精简特征集，舍弃 Region、Browser 等低重要性 “长尾特征”，减少计算冗余，提升训练与预测效率。

（3）可解释性拓展：

结合业务场景深入分析，例如针对 “PageValues 高但实际购买率低” 的情况，通过用户行为路径分析工具，追踪用户浏览高价值页面后的操作（如是否跳转、停留环节 ），挖掘流程卡点（如支付步骤繁琐、优惠信息不明确 ），精准优化转化链路。


